Agrupamento Espectral Aglomerativo:
Uma Proposta de Algoritmo
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Abstract. In this paper we present the spectral clustering based on an agglome-
ration step in the k-smallest eigenvectors from Laplacian matrix, that represents
the dataset in the graph. The proposed algorithm is applied in three datasets of
different geometric formats and the results are compared to the k-means method
clustering and the k-means spectral clustering method. To measure the perfor-
mance of the algorithms, the F-measure is used and the results are presented
in table and graph form. Finally, a discussion is made about the sensitivity of
the spectral method in varying the number of neighbours of an element from the
dataset.

Resumo. Neste artigo é apresentado o agrupamento espectral baseado em uma
etapa de aglomeragdo dos k-menores autovalores da matriz Laplaciana que re-
presenta o conjunto de dados no grafo. O algoritmo proposto é aplicado em
trés conjunto de dados de formatos geométricos distintos e os resultados sdo
comparados aos agrupamentos obtidos pelo método k-médias e o método de
agrupamento espectral via k-médias. Para medir a performance dos algoritmos
¢ utilizada a medida-F e os resultados sdo apresentados em forma de tabela e
grdfico. Por fim, é feito uma discussdo a respeito da sensibilidade do método
espectral na variacdo do niimero de vizinhos de um elemento do conjunto de

dados.

1. Introducao

A tarefa de agrupar dados de acordo com a sua estrutura organizacional tem im-
pulsionado diversas pesquisas na drea de Aprendizagem de Maquina. Um dos principais
desafios € propor uma metodologia deterministica ou heuristica que seja capaz descobrir
grupos em um conjunto de dados de modo automatico. Neste sentido, métodos de agrupa-
mento espectral vem sendo utilizados com frequéncia devido a sua facil implementacio e
a caracteristica de obter um estudo global das propriedades dos dados. Esta visdo global
dos algoritmos baseados no método espectral € justificada pelo fato de que a similaridade
entre os dados sao medidas par a par, desse modo, € gerada uma matriz de similaridade
que contém as informacdes de todo conjunto.

A metodologia de agrupamento espectral proposta por [A. Ng and Y.Weiss 2001]
utiliza o algoritmo k-médias para estabelecer um agrupamento nos k-menores autoveto-
res da matriz Laplaciana. Com isto, ao invés de agrupar um conjunto de pontos no R"



o método permite agrupar os dados em um conjunto no R* onde & é o nimero de gru-
pos correspondente aos k-menores autovetores e k& < n. Um problema decorrente neste
mapeamento € que nem sempre 0s autovetores possuem uma geometria simples tal que o
k-médias possa identificar facilmente os grupos corretos. Neste sentido, a utilizacdo de
um algoritmo baseado em aglomeracao surge como proposta de contornar o problema em
estudo.

Trabalhos relacionados

A estrutura de alguns conjuntos de dados em funcdo de sua escala de tama-
nho ou densidade ndo permite obter um resultado satisfatério do método espec-
tral via k-médias [Nadler and Galun 2006]. Diversos trabalhos encontrados na li-
teratura utilizam o k-médias como algoritmo de agrupamento no método es-
pectral [D. Yan and Jordan 2009], [L. Wang and Bezdek 2009], [Chen and Cai 2011],
[Sakai and Imiya 2009]. O k-médias € um dos algoritmos de agrupamento mais co-
mumente usados, porém nao funciona bem em conjuntos com outliers ou de formatos
nao-esféricos [L. Ertoz and Kumar 2003]. Para contornar o problema de escalabilidade
do conjunto € proposto em [Manor and Perona 2004] o calculo de um parametro de es-
cala local na medida de similaridade entre pontos vizinhos do conjunto. Além disso,
em [P. Yang and Huang 2011] surge a proposta de uma medida de similaridade que leva
em consideracdo a sensitividade de densidade de uma determinada regido, ou seja, es-
tabelecendo uma medida distinta da funcdo de similaridade Gaussiana que até entdo era
utilizada na literatura. Por fim, em [N. Tremblay and Vandergheynst 2016] € apresentada
uma proposta de compressao do método espectral utilizando bandlimited graph-signals,
que tem por objetivo diminuir a complexidade do k-médias. Ja neste trabalho o algoritmo
proposto foi escrito de maneira autoral utilizando os autovetores como informagao prévia
para a aplicacacdo do método aglomerativo.

2. Algoritmo Espectral com K-médias

Considere os elementos de um conjunto de dados como os vértices de um grafo nao di-
rigido G(V, E). O peso de cada aresta representa a similaridade entre os elementos de
acordo com alguma medida [Pentney and Meila 2005]. O objetivo geral é particionar o
grafo em dois ou mais conjuntos disjuntos, removendo as suas arestas. Para tal tarefa,
a ideia proposta é o mapeamento dos dados originais para os primeiros k-autovetores da
matriz Laplaciana obtida em funcdo do grafo de representacdo dos dados, em seguida,
aplica-se um algoritmo de agrupamento padrdo, como o k-médias sobre estas novas coor-
denadas [Saerens 2004].

De acordo com [N. Abreu and Vinagre 2013] o segundo menor autovalor do La-
placiano de um grafo G, p,_1, € chamado conectividade algébrica do grafo G, sendo
assim, diz-se também que um grafo é conexo se, e somente se, o seu segundo menor
autovalor Laplaciano € positivo. Desse modo, o agrupamento feito pelo k-médias sera
elaborado de acordo com o segundo menor autovetor da matriz de autovetores, ou sobre
os primeiros k autovetores. Assim, um conjunto de dados com dimensao n € reduzido para
uma dimensdo menor na qual serd feito o agrupamento, reduzindo o nimero de iteragdes
do k-médias se comparado a sua aplicacdo no conjunto original.

O parametro de escala o2 (desvio padrdo) no Algoritmo (1) controla a rapidez com
que a matriz de similaridade W decresce levando em consideracdo a distancia entre x; e



Algoritmo 1: Agrupamento Espectral via K-médias
[A. Ng and Y.Weiss 2001]

Entrada: Conjunto de pontos X = {z1,...,z,}

1.Forme a matriz de similaridade 1V definida por: W;; = e(~zz @ @),
2.Construa a matriz Laplaciana normalizada simétrica:
L=D"2D—-W)D 2.

3.Encontre os k autovetores de L(escolhidos para serem ortogonais entre si
no caso de autovalores repetidos), e forme matriz U colocando os autovetores

em colunas: U |uy:---iuy| € R*¥F

4.Forme a matriz Y a partir de U normalizando cada linha de U para ter
valores unitdrios.
5.Considere cada linha de Y como um ponto em R e classifique-os em k
grupos via k-médias. Y;; = U—l

L
6.Coloque os pontos originais x; no grupo 7, se € somente se, a linha 7 da
matriz Y for colocada no grupo j.

x; [A. Ng and Y.Weiss 2001]. A matriz D € obtida calculando-se o peso de cada aresta
incidente em um determinado vértice, desse modo, forma-se uma matriz diagonal, a qual
€ utilizada na obtencao da matriz Laplaciana.

3. Algoritmo Espectral Aglomerativo

A proposta de elaboracdo de um algoritmo de agrupamento espectral sem a etapa de
mapeamento dos autovetores utilizando o k-médias € motivado pela ineficicia do método
em conjuntos de dados de formato ndo esférico. Apesar da convergéncia do k-médias
ocorrer em poucas iteracdes, uma ma inicializagdo dos centroides é um problema que
afeta o resultado do agrupamento. Isto ocorre porque os centroides sdo inicializados
aleatoriamente, por exemplo, se existem k grupos reais, entdao a probabilidade de selecio-
nar um centroide para cada grupo € relativamente pequena [P.N. Tan and Kumar 2009].
Além disso, esta metodologia € sensivel ao parametro de vizinhanga estabelecido
na construcdo do grafo de representacdo dos dados, ver Se¢do 6. Desse modo, uma
abordagem por aglomeracdo na etapa de mapeamento dos autovetores pode se tornar um
método alternativo para contornar os problemas existentes com a abordagem do k-médias.

A busca pelos numero de grupos que acontece nos autovetores € feita de maneira
aglomerativa dentro desse novo conjunto de informagdes. A informagdo que os auto-
vetores carregam do conjunto de dados € utilizada como um rétulo de agrupamento, ou
seja, cada elemento de um autovetor possui um nimero associado a ele, que € utilizado
no processo de aglomeracdo. Uma matriz de distancias é determinada de acordo com
as coordenadas dos autovetores, e logo apds é determinada uma medida de relagao
entre estas informacdes, por exemplo, a média das distancias. S@o inicializados trés
vetores contendo o nimero inicial de rétulos de acordo com o tamanho da dimensdo
dos autovetores, o vetor de distancia média entre os vizinhos calculado de acordo com a
média das distancias e o vetor nimero de vizinhos inicializado com todas posi¢des iguais



Algoritmo 2: Passo aglomerativo
Entrada: k-menores autovetores: Matriz [U]

1. Cédlculo da matriz de distancia dos elementos de D = dist(u;, u;);

2. Célculo da média das distancias da matriz U, ou seja, u = 2?21 % U S

3. Inicializacdo dos rétulos, nimeros de vizinhos e distancia entre os vizinhos;

4. Atualiza os itens do passo 3 de acordo com a distancia média entre os
grupos(rétulos);

5. Para se o nimero de vizinhos de um grupo for maior que o nimero de vizinhos
no conjunto de dados, caso contrario, volta ao passo 4.

a um. Sao selecionadas duas posi¢des aleatérias do conjunto dos autovetores, onde cada
posicao passard por um teste de distancia no grupo de acordo com o seu rétulo, o nimero
de vizinhos proximos e distancia entre a outra posicao aleatdria. Se o rétulo da posig¢ao
”a”’for diferente de zero e o numero de vizinhos multiplicados pela distincia entre as

99,9

posicdes “a’e b”’forem menores que a distancia dos vizinhos de ”a”, entdo o rétulo da
posicdo “b”’torna-se o mesmo da posi¢ao ’a”, o nimero de vizinhos de ’b”’incrementa em
uma unidade assim como a distancia entre os vizinhos de ”b”incrementa de acordo com a
distancia entre ”a”’e ’b”. Como critério de parada do processo de aglomeracao € utilizada
uma comparag¢do entre o nimero de vizinhos da posi¢dao ’b”’e o nimero de vizinhos do
conjunto de dados atual (autovetores). Se a quantia de vizinhos da posi¢ao b”’extrapolar
o nimero de vizinhos do conjunto de dados, entdo o processo de aglomeracdo naquela

posicao termina.
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Figura 1. Grupos rotulados

Ap6s o processo de aglomeragdo cada elemento de um determinado grupo pos-
sui um rétulo, que é a sua caracteristica em relagdo a todo o conjunto. Na Figura 1 é
apresentado um exemplo no grafo da distribui¢ao dos rétulos em trés grupos distintos.

4. Experimentos

Para a aplicacdo dos métodos de agrupamento discutidos aqui, foram escolhidos al-
guns conjuntos de dados disponiveis em [Fu and Medico 2007], [Jain and Law 2005] e



[Chang and Yeung 2008]. Houve a preocupagdo em trabalhar com conjuntos de dados de
diferentes formatos geométricos, sendo especificos para a finalidade de analisar os resul-
tados de cada algoritmo aplicado. Em cada teste € previamente informado pelo usudrio
a quantidade de grupos a serem formados, uma tabela contendo as coordenadas x e y de
cada elemento do conjunto e o nimero fixo de vizinhos mais proximos para a constru¢ao
do grafo.

K-médias Espectral/K-médias Espectral/Aglomerativo
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Figura 2. Resultados dos Experimentos

No primeiro teste foi utilizado o conjunto de dados [Jain and Law 2005] que
possui o formato de duas meia luas conforme a Figura 2. Pode-se inferir visualmente que
o conjunto possui dois grupos bem definidos e bem separados no plano bidimensional,
ou seja, o nimero de grupos que os algoritmos irdo estabelecer serd de k = 2. Conforme
a visualizacdo da Figura 2 € possivel notar que o algoritmo k-médias ndo obteve um
agrupamento coerente de acordo com a estrutura dos dados. Isto se deve ao fato de que a
utilizacdo de centréides como parametro de agrupamento nao funciona de maneira eficaz
em conjuntos de dados que possuem uma determinada curvatura. Como a distribui¢ao
dos dados no plano ndo acompanha uma distribui¢do Gaussiana, entao o uso do k-médias
neste caso ndo € o mais recomendado. Ja os grupos formados pelo algoritmo espectral via
k-médias gerou um resultado melhor que o seu antecessor. Apesar disso, a informacao
proveniente da matriz Laplaciana ndo foi suficiente para estabelecer um agrupamento
coerente com a geometria do conjunto, isto ocorre porque os autovetores desta matriz nao
possuem formato hiper-esférico. Pode-se notar que os resultados do ultimo algoritmo de
agrupamento foram satisfatorios, respeitando a estrutura organizacional dos dados. A



explicacdo para este fato € decorrente de que o método utilizado nao é baseado em um
conjunto de centroides, mas em uma relagdo entre os elementos de acordo com a sua
média dentro do conjunto de autovetores.

No segundo experimento foi utilizado o conjunto de dados [Fu and Medico 2007],
que por sua vez possui caracteristicas geométricas interessantes, composta por uma
distribui¢do esférica de elementos e outra concentra¢ao no formato de meia lua conforme
Figura 2. No agrupamento estabelecido pela metodologia k-médias, os grupos se forma-
ram de maneira incorreta, agrupando parte da meia lua juntamente com a concentra¢ao
superior acima dela. Isto ocorre devido a separacdo de forma linear dos grupos que
o algoritmo utilizado obtém. No segundo algoritmo o resultado do agrupamento foi
obtido com sucesso, pois visualmente os grupos formaram-se corretamente respeitando
a distribuicdo dos elementos no plano. E interessante ressaltar que o desvio padrdo
dos dados é moderadamente diferente entre os dois grupos, o que pode dificultar a
resposta de vérios algoritmos baseados neste parametro. No processo de aglomeragdo
dos autovetores o resultado obtido foi satisfatorio, enfatizando em boa parte a distingdo
entre o grupo de formato esférico e a meia lua.

Por fim, € utilizado o conjunto de dados [Chang and Yeung 2008] que também
possui um formato de curva, neste caso o nimero de grupos existentes no conjunto é de
k = 3, conforme € possivel analisar na Figura 2. Novamente o nimero de grupos in-
formado como entrada em ambos os algoritmos é o mesmo, desse modo, serd possivel
estabelecer uma conclusdo em relacdo ao resultado obtido por cada um deles. No experi-
mento com o uso do k-médias o resultado do agrupamento nao foi satisfatorio, novamente
o problema ocorre devido a curvatura da distribuicdo dos elementos no plano. Diferente
de muitos casos, neste conjunto nem uma boa inicializacdo do centroide ird estabelecer
corretamente os grupos, sendo assim, o algoritmo € ineficaz. Em contrapartida, os algorit-
mos baseados na metodologia de particionamento espectral apresentaram bons resultados.
Pode-se notar na Figura 2 o agrupamento nos autovetores ocorreu de maneira esperada,
onde o mapeamento no conjunto de dados foi o melhor possivel. Neste teste ndo houve
diferenca entre o método espectral via k-médias e o método espectral aglomerativo, pois
a estrutura organizacional dos autovetores estava bem definida, ou seja, estava de acordo
com uma distribui¢do Gaussiana, o que difere do conjunto de dados anterior.

4.1. Medida de Qualidade de Agrupamento

Com o intuito de medir a performance dos algoritmos utilizados em cada conjunto de
dados foi utilizado a medida-F. Dada uma predi¢do h(z) = (hi(z), ..., h,(z)) € Y de
um vetor de rétulo bindrio y = (y1, ..., Ym ), @a medida-F € definida a seguir:

(@8 3L yili(z)
B2y v+ iy hi(x)
onde % = 1. Esta medida essencialmente corresponde a uma média harmdnica ponde-
rada de precisdo e exaustividade [K. Dembczynski and Waegeman 2013]. Para utilizar
esta medida foram considerados os resultados corretos dos agrupamentos encontrados na
literatura. Para cada teste foram definidas as varidveis TrueCluster e PredictedCluster, ou

F(y, h(x)) € [0,1], (1




seja, a informacdo dos grupos corretos e dos grupos formados pelos algoritmos respecti-
vamente.

Tabela 1. Resultados da Medida-F
Resultados da Medida-F

Conjunto de dados | K-médias | Espectral/K-médias | Espectral/Aglomerativo
Jain 0.8288 0.9446 1
Flame 0.806 0.9825 0.8731
Spiral 0.2695 1 1

O principal objetivo de utilizar a medida-F € relacionar os resultados obtidos pelo
agrupamento espectral aglomerativo com um parametro estatistico. Os resultados de per-
formance obtidos pelos outros dois algoritmos servem apenas para comparagao, enfati-
zando em qual situagdo sdo mais eficazes ou ndo.

A aplicag@o da métrica referente ao conjunto de dados Jain mostrou que o melhor
desempenho foi obtido pelo algoritmo aglomerativo, obtendo o valor méximo da medida
conforme a Tabela(1). Os resultados obtidos pelo outros dois algoritmos foram razodveis,
ficando com valores acima de 0.8 da medida. Em relacdo ao conjunto de dados Flame
nenhum dos algoritmos alcangou 100%, porém o melhor resultado foi obtido pelo algo-
ritmo espectral. Finalmente, no ultimo conjunto de dados tanto o método espectral via
k-médias quanto o aglomerativo obtiveram o valor mdximo, em contrapartida, o método
k-médias ficou com valor abaixo de 0.3, o qual foi o pior resultado obtido.

5. Complexidade de Computacional

Para estudar a complexidade de tempo do algoritmo espectral aglomerativo é necessario
apenas considerar as medidas de complexidade obtidas pelo Algoritmo (1) até a etapa de
obtencdo dos autovetores da matriz Laplaciana e soma-las as medidas obtidas pela etapa
de aglomeracao.

Sabe-se da andlise feita anteriormente que 0 processo que exige mais tempo com-
putacional € dado pelo cdlculo dos autovetores, gerando uma complexidade de tempo na
ordem de O(n?). Apés esta etapa ocorre a aplicagdo do algoritmo de aglomeracdo apli-
cado ao conjunto de autovetores de tamanho n x k, onde n € a quantidade de elementos do
conjunto original de dados e k£ é o nimero de menores autovetores da matriz Laplaciana.
Quando o agrupamento ocorre apenas no segundo menor autovetor (Vetor de Fidler) o
conjunto de autovetores ird medir n x 1.

A complexidade de tempo do agrupamento aglomerativo é:

O(n’logn). 2)

Primeiro calcula-se todas as distAncias n? para os grupos iniciais, e aglomera-se 0s
elementos em grupos (tempo: O(n?logn)). Em cada uma das O(n) iteragdes, identifica-
se o par de grupos com a coesdo mais alta em O(n); Agrupa-se o par; e atualiza-se as
médias dos grupos. Para cada grupo, também atualiza-se a lista ordenada de elemen-
tos, excluindo os dois grupos ja aglomerados. Assim, cada iteragdo toma O(nlogn). A
complexidade do tempo geral € entdo O(n?logn).



Estudando o nimero de operacdes executadas no passo de aglomeragdo conclui-
se que no geral a complexidade do método ainda continua sendo O(n?), devido ao
esfor¢co computacional exigido no cdlculo dos autovetores de matriz Laplaciana. Em ge-
ral, para aplicacao do método em grandes bancos de dados o algoritmo necessitaria de
uma otimizagao nas etapas que possuem alto custo de execugao.

6. Discussao

No método espectral o conjunto de dados pode ser visualizado na forma de um grafo,
onde cada elemento do conjunto pode ser representado pelo vértice e a sua similaridade
entre os demais por arestas incidentes nele. Cada valor de uma aresta entre um vértice e
outro pode ser calculado por uma fun¢do de similaridade, assim, € possivel obter um grafo
que represente todo o conjunto de dados. Porém, existem alguns métodos que estabelecem
como este grafo pode ser construido. O mais geral € o grafo completo, que estabelece uma
relacdo de similaridade entre todos os individuos do conjunto gerando um grande nimero
de arestas, o que pode deixar grande a matriz de distancias a ser calculada. Uma maneira
alternativa é construir o grafo utilizando um raio de similaridade entre um elemento em
relacdo ao demais, desse modo, € possivel estudar a semelhanca entre um conjunto de
elementos menor do que o conjunto global. Esta abordagem traz algumas dificuldades de
interpretacdo quando utilizada para representar conjuntos de dados com formato de curva,
um exemplo seria o conjunto de dados Spiral visto anteriormente. Outra possibilidade
a ser considerada € de construir o grafo a partir de um elemento e seus k-vizinhos mais
préximos, assim como a abordagem anterior esta possibilidade ajuda a estudar localmente
a similaridade em um conjunto menor do que o global.

Quando utilizada a abordagem de constru¢ao do grafo usando o método dos k-
vizinhos mais préximos ocorre a possibilidade de alternar o nimero de vizinhos de um
elemento. Com esta alternancia, o algoritmo espectral pode ser aplicado ao conjunto de
dados com a possibilidade de estudar a similaridade localmente ou expandir sua visdao
dentro do conjunto. Consequentemente, o resultado do agrupamento sera sensivel a este
fato, podendo gerar diferentes grupos para determinados valores de k. Deste modo, o
ndmero de k-vizinhos estd diretamente relacionado ao conjunto dos k-menores autoveto-
res da matriz Laplaciana, onde ocorre a execugao de outro algoritmo de agrupamento, no
caso geral, do k-médias.

O que muitas vezes pode gerar um resultado ruim no agrupamento é quando os
k-menores autovetores possuem uma curvatura, nesse caso, aplicagdo do k-médias nao
¢ recomendavel. No experimento realizado com o conjunto de dados Jain tomou-se 0s
dez vizinhos mais préximos para a constru¢do do grafo de similaridade, gerando como
resultado intermedidrio a representacdo dos autovetores conforme na Figura 4(a). Nota-
se que 0s autovetores nao tem um comportamento linear, assim, o k-médias nao ird obter
bom resultado quando aplicado neste conjunto. Ja na Figura 4(b) pode-se inferir que
existem dois grupos bem definidos, isto porque o nimero de vizinhanga mais proxima
estabelecida foi de cinco vizinhos. Isto mostra a sensibilidade do método espectral em
relacdo a vizinhanca de elementos de um conjunto, ficando a trabalho do usudrio acertar
uma vizinhanca correta para a constru¢ao do grafo. Todavia, o método de agrupamento
por aglomeragdo torna-se uma op¢ao para contornar o problema com a geometria dos
autovetores, obtendo uma sensibilidade menor em relacdo a vizinhancga do que o método
proposto por [A. Ng and Y.Weiss 2001].
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Figura 3. k menores autovetores do conjunto de dados Jain

Assim, uma das vantagens do método por aglomeracao € a menor sensibilidade
ao numero de k-vizinhos escolhidos para montar o grafo de similaridade. Conforme o
crescimento do nimero de vizinhos o método por aglomeracdo também pode variar os
resultados do agrupamento, visto que a dependéncia da geometria do conjunto de dados
influencia muito neste contexto.

7. Conclusao e Trabalhos Futuros

Neste trabalho foi proposto um algoritmo de aglomeracdo nos k menores autovetores
da matriz Laplaciana obtida pelo método espectral para agrupamento de dados. Fo-
ram apresentados experimentos com dados disponiveis na literatura para aplicacdo dos
algoritmos espectrais € k-médias. Os resultados obtidos foram comparados através da
medida-F. Pode-se notar que o algoritmo proposto obteve bons resultados, mostrando-se
promissor para futuras aplicacdes. Para trabalhos futuros pretende-se aplicar o algoritmo
a outros conjuntos de dados e estudar sua performance de acordo com a sua geometria.
Além disso, € interessante analisar os resultados de agrupamento em conjuntos de formato
hiper-esférico, no qual o k-médias € o algoritmo mais recomendado.
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