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Resumo. A aplicação da gamificação no ensino vem ganhando cada vez mais
espaço, pois permite a inclusão e cooperação dos estudantes na troca de
informações para resolver as atividades dos jogos educativos. Neste trabalho
será proposto um ambiente educativo gamificado, onde os conteúdos são apre-
sentados em forma de árvore. Para que se tenha o melhor aproveitamento no
aprendizado por reforço, um sistema tutor inteligente irá direcionar o estudante
através de um plano de estudos ótimo. Para a confecção desse planejador au-
tomático serão utilizados algoritmos baseados em técnicas bio-inspiradas. Re-
sultados mostraram que o sistema tutor inteligente tem boas perspectivas para
ser utilizado em cursos, onde a estrutura pode ser modelada através de grafos
de hierarquia e o domı́nio pode ser reforçado com atividades em forma de jogos,
garantindo ao aluno um plano de estudos personalizado.

Abstract. The gamification application in education is gaining more space be-
cause it allows the inclusion and cooperation of students in the exchange of
information to resolve the activities of educational games. In this work it will
be proposed an environment of education basead on gamification, where the
contents are presented in a tree. In order to have the best use in learning, an in-
telligent tutor system will direct the student through a optimal study plan guide.
The intelligent tutoring system will be constructed using bio-inspired-based al-
gorithms. Results showed that the intelligent tutoring system has good prospects
for use in schools, where the domain structure can be modeled through hierar-
chy graphs and the domain may be strengthened with games, guaranteeing the
student a customized studies plan.

1. Introdução
Atualmente, há uma grande inserção da tecnologia da informação alinhada ao contexto de
ensino e aprendizagem. Para isso, softwares de ensino e aprendizagem são desenvolvidos
e embarcados em tablets ou computadores, uma vez que os mesmos podem ser conside-
rados recursos pedagógicos quando proporcionam a complementação dos estudos. Dentro
desses estudos, o ramo relacionado à gamificação dos sistemas de ensino tem sido inves-
tigado por diversos pesquisadores [Gee 2004], [Kapp 2012] e [Soflano et al. 2015].

O jogo deixou de ser apenas uma forma de entretenimento e tem tomado di-
mensões maiores, enriquecendo as aulas, tornando-as mais dinâmicas e motivadoras para



os alunos, além de contribuir com o avanço qualitativo no processo de ensino aprendiza-
gem, seja por facilitar o ensino de alguns conteúdos abstratos e de difı́cil entendimento,
ou por reforçar conceitos importantes vistos em sala de aula [Ribeiro 2012]. O pro-
cesso de reforçar conhecimento pode ser realizado através de sistemas tutores inteligentes
[de Souza and de Arruda 2015] dentro do contexto de gamificação.

Sabe-se que o reforço é o elemento mais importante no processo de ensino, mas
não é somente a presença de estı́mulos ou da resposta que leva à aprendizagem, mas a
presença das contingências de reforço. O professor é o principal responsável por plane-
jar as contingências de reforço. Segundo [Bruner 1970], o estudante pode ser estimu-
lado na construção do conhecimento através de jogos ou desafios organizados em nı́vel
de dificuldade. De acordo com [Vigotski 2003], esse estı́mulo pode ser dado através
do trabalho cooperativo. Assim, a criação de um ambiente de reforço flexı́vel e cola-
borativo, e ao mesmo tempo individualizado, torna-se importante. Os sistemas tutores
inteligentes (STI) baseados em técnicas de Inteligência Artificial são os mais utiliza-
dos neste tipo de tarefa. Existem diversas abordagens na modelagem de sistemas tu-
tores inteligentes, dentre elas, podemos citar, redes baysianas [Gamboa and Fred 2002],
redes neurais artificiais [Curilem et al. 2007], ou sistemas baseados em lógica nebulosa
[Chrysafiadi and Virvou 2015].

Baseado neste contexto, este trabalho tem por objetivo (i) a proposição de um
protótipo de um ambiente de ensino-aprendizagem, denominado Doctrina, onde os
conteúdos inseridos no sistema pelo professor devem ser apresentados ao aluno através de
jogos e em nı́vel de hierarquia através de um grafo. Além disso, (ii) um sistema tutor in-
teligente será utilizado para guiar o aprendizado do estudante por meio do plano de reforço
automático e será apresentado ao aluno através do agente pedagógico virtual Dominus.
(iii) Esse plano de atividades será modelado através de algoritmos de computação bio-
inspirada (CBI), através da otimização por colônia de formigas (ACO) e de um algoritmo
genético (AG) multi-objetivo, garantindo ao aluno um plano de estudos personalizado
com atividades gamificadas. Por fim, (iv) os principais resultados experimentais serão
apresentados para o refinamento deste sistema de reforço automático.

2. Fundamentação teórica
Os STIs podem ser definidos como programas de software que dão suporte às atividades
da aprendizagem [Gamboa and Fred 2002]. O principal objetivo dos STIs é proporcionar
um ensino adaptado a cada aluno, tentando se aproximar ao comportamento de um pro-
fessor humano na sala de aula. Podemos observar na Figura 1 uma arquitetura tradicional
composta basicamente por quatro componentes que serão detalhados em seguida. Essa
arquitetura será a mesma utilizada para o sistema Doctrina proposto neste trabalho.

O modelo do aluno pode ser definido como um módulo onde as
caracterı́sticas individuais do aluno estão armazenadas ou modeladas. Segundo
[Gavidia and Andrade 2003], um modelo realista do aluno implica numa atualização
dinâmica à medida que o sistema avalia o desempenho do estudante. Diversos trabal-
hos focaram na elaboração e refinamento de um modelo de estudante apropriado, den-
tre eles podemos citar, [Murray 1998], [Jaques and Vicari 2007], [Mathews et al. 2012]
e [Greer and McCalla 2013]. O modelo do sistema tutor possui o conhecimento so-
bre as estratégias e táticas para selecioná-las em função das caracterı́sticas do aluno
[Self 1988] e apresentá-las ao aluno através de um agente pedagógico. Em STIs
um modelo bastante utilizado é o de aprendizado indireto realizado por coaching que



Figura 1. Arquitetura clássica de um Sistema Tutor Inteligente (STI)
[Gavidia and Andrade 2003].

aplica atividades como jogos para transmitir conhecimentos relacionados ao conteúdo
[Vesselinov and Grego 2012] (gamificação). De acordo com [Huizinga 1967], um jogo
é uma atividade voluntária exercida dentro de determinados limites de tempo e espaço,
segundo regras livremente consentidas, mas absolutamente obrigatórias, dotado de um
fim em si mesmo. Assim, o conceito de gamificação tem sido largamente explorado
em ambientes educacionais por permitir que o estudante se aproxime semanalmente das
atividades o estimulando a atingir um resultado quantificável. A utilização de hipertextos
também é muito utilizada em STIs, principalmente para navegação de conteúdos e pode
ser utilizada como forma de participação colaborativa (fórums de discussão) e dinâmica
[Wang et al. 2012]. O modelo do domı́nio detém o conhecimento sobre a matéria no
formato de regra de produção [McTaggart 2001]. O modelo da interface é o responsável
pela realização do intermédio da interação entre o tutor e o aluno. Sabe-se que a interface
é de fundamental importância para o sucesso de qualquer sistema interativo, e os STIs
não são exceção neste requisito [Polson and Richardson 2013].

Um algoritmo genético (AG) é uma técnica de busca com o propósito
de encontrar soluções aproximadas em problemas de otimização, proposto em
[Goldberg and Holland 1988]. AGs são uma classe particular de algoritmos evolutivos
que usam técnicas inspiradas pela biologia evolutiva como hereditariedade, mutação,
seleção natural e crossover. Uma variação para AGs é a utilização de algoritmos genéticos
multi-objetivo (AGM) [Deb 1999]. Essa técnica é adequada quando a função de ap-
tidão engloba mais de uma variável para a otimização. No cenário de sistemas tutores
inteligentes, vários trabalhos baseados em AGs já foram utilizados [Huang et al. 2007],
[Minaei Bidgoli and Punch 2003]. Portanto, a utilização da abordagem de AGs para este
trabalho torna-se interessante, principalmente porque a disponibilização do conteúdo para
o estudante será dada através de um grafo de hierarquias e o reforço será guiado pela
seleção dos conteúdos mais apropriados.

O algoritmo da otimização por colônia de formigas (ACO), introduzido por
[Dorigo et al. 2008], é uma heurı́stica baseada em probabilidade, criada para solução de
problemas computacionais que envolvem procura de caminhos em grafos. As formigas
saem de forma aleatória até que, encontrada comida, elas retornam à colônia deixando
um rastro de feromônio (feedback positivo). Se outras formigas encontram um desses
rastros, elas tendem a seguir a trilha encontrada, retornando e inclusive enfatizando se
acharem alimento. Com o transcorrer do tempo, as trilhas de feromônio começam a evap-
orar, reduzindo, assim, sua força atrativa. Se a situação é de perigo, as mesmas deixam
um feedback negativo no ambiente [Semet et al. 2003]. Isso significa, que as formigas
vão repelir o ferômonio encontrado e vão tentar escolher os caminhos menos visitados. A
abordagem utilizando sistemas baseados em colônia de formigas já foi empregada por



diversos pesquisadores em sistemas educativos, dentre esses trabalhos podemos citar,
[Graf and Bekele 2006], [Mustafa et al. 2015].

3. Modelo proposto

Nesta seção estão apresentados os principais módulos do sistema Doctrina proposto
neste trabalho: (i) modelagem do estudante, (ii) modelagem do sistema de domı́nio com
apresentação de conteúdo em forma de jogos, (iii) modelagem do sistema tutor inteligente,
(iv) apresentação do agente pedagógico Dominus. Além disso, para cada um desses
módulos será apresentado um protótipo de um modelo de interface que representa o
meio de comunicação com o estudante.

No sistema Doctrina proposto neste trabalho a modelagem do estudante baseia-
se no fato de que cada aluno terá um perfil com as caracterı́sticas associadas a ele. Neste
perfil, estão cadastrados todos os conteúdos cursados e a rotina de estudos adotada. A
rotina pode ser classificada em nı́veis N : lento, normal, rápido N = {1,3,5} módulos,
respectivamente. Além disso, a taxa de aprendizagem Tap de cada aluno será armazenada
no perfil do estudante, que representa a quantidade módulos aprendidos e os exercı́cios
realizados. Um exemplo do modelo de estudante está apresentado na Figura 2 à esquerda.
Neste modelo um estudante está cadastrado em dois cursos diferentes e possui meta se-
manal com nı́vel rápido de aprendizado N = 5. Isso significa que semanalmente, o estu-
dante deve reforçar o conhecimento através de ao menos cinco lições. O estudante exem-
plificado na Figura 2 possui uma taxa de aprendizado de 10 unidades. No entanto, se o
estudante não fixar o conhecimento com exercı́cios semanalmente, esta taxa é diminuı́da.

O modelo do domı́nio detém o conhecimento sobre a matéria no formato de regra
de produção. Neste trabalho, o sistema de domı́nio será adequado para conteúdos onde é
possı́vel a aprendizagem por meio de jogos com uma representação por grafos em nı́vel de
dificuldade ou hierarquia. Este grafo é do tipo G = (V,E), onde V representa o conjunto
de módulos de um determinado curso, o nı́vel de reforço deste módulo (ρ = δ + δ′ − β)
e o tempo (t) que um determinado módulo já foi realizado, e E representa o conjunto
de hierarquias existentes entre cada um desses módulos. O curso deve ser dividido em
módulos ou capı́tulos. Um módulo de conteúdo deve estar interligado à outro módulo
através de pré-requisitos. O conteúdo ministrado deve considerar estratégias de apren-
dizado por meio de reforço. Enquanto um módulo não for realizado pela primeira vez,
este módulo não poderá ser reforçado. A ordem de execução de cada módulo deve seguir
uma hierarquia de requisitos. Enquanto todos os módulos de um nı́vel não tiverem sido
executados, o próximo não fica liberado ao estudante. A regra de produção do modelo
de domı́nio é baseada em ACO. Isso significa que se o estudante não fixar o conteúdo
semanalmente a partir da meta pré-estabelecida, a taxa de aprendizado Tap é reduzida se-
manalmente através de uma constante β, e as barras associadas a cada módulo do curso
são ligeiramente evaporadas. Toda vez que o estudante reforça ou realiza um módulo, há
um reforço na taxa de aprendizado através de uma constante de depósito δ. Similar ao
estı́mulo de feromônio das formigas. Como os módulos estão interligados através de hi-
erarquia (arestas E do grafo G), o módulo visitado recebe um reforço maior e os módulos
adjacentes também recebem uma taxa reforço δ′, sendo esta inferior ao do módulo efe-
tivamente visitado. Um módulo somente recebe um reforço δ′ se o mesmo já tiver sido
realizado pelo estudante. Se um estudante tem muitos erros ao executar as atividades
de um determinado módulo, este não apresentará a barra de aprendizado completa. Isso



significa que a taxa de aprendizado é decrementada através da constante β, quando a ativi-
dade não é bem executada pelo estudante. Quando o nı́vel de reforço é totalmente esvazi-
ado, então o estudante deverá refazer este módulo para aumentar a taxa de aprendizado. O
sistema tutor inteligente é o responsável por escalonar um plano de atividades ótimo para
o reforço do estudante. No exemplo da Figura 2 central, tem-se um curso de programação
procedimental. Este curso tem oito módulos, cada módulo pode ser reforçado em até
quatro nı́veis. Essa ideia é similar ao feromônio das formigas forrageiras, que depositam
feromonio ao visitar uma região. Além disso, o estudante cadastrado em um determi-
nado curso poderá participar de um fórum, que tem como objetivo o compartilhamento de
ideias entre estudantes e o professor responsável pelo curso. Cada estudante poderá ser
mencionado através do seu nome de usuário único por outros participantes matriculados
num mesmo curso, promovendo um sistema de comunicação mais colaborativo entre eles.

Sabe-se que o reforço por si só não consegue fazer com que o aluno aprenda de
maneira eficiente, mas um sistema de reforço alinhado a uma boa estratégia de ensino-
aprendizagem pode garantir um aprendizado mais adequado para o estudante. Essa es-
tratégia de ensino aprendizagem denominada de sistema tutor inteligente se dá por meio
de um planejador semanal de atividades. Esse planejador será apresentado por um agente
pedagógico virtual chamado Dominus (Figura 2, à direita) que fará a intermediação entre
o sistema Doctrina e o estudante através da interface gráfica. Ou seja, o agente pedagógico
Dominus é o responsável por estimular o estudante por meio de um plano semanal de
atividades automático. Esse plano semanal de atividades, será escalonado a partir das re-
gras definidas no modelo do estudante e domı́nio. O plano de atividades será escalona-do
através de um algoritmo genético multi-objetivo e algoritmo de colônia de formigas. O
resultado dessa execução é apresentado na Figura 2, à direita. Se o estudante seguir se-
manalmente o plano de atividades escalonado automaticamente pelo planejador do STI,
o mesmo terá uma resposta positiva à aprendizagem Tap. As contingências de reforço
também são baseadas no conceito de gamificação, já que motivam o aluno a estabelecer
um ritmo de estudos semanalmente através do cumprimento da meta apresentada pelo
planejador automático. Além disso, cada atividade de reforço tem o conteúdo disposto na
forma de jogos, que são atividades estruturadas, praticadas com fins recreativos e por isso
são considerados instrumentos educacionais pertinentes ao contexto deste trabalho.

Os módulos de conteúdo do sistema Doctrina são apresentados ao aluno através
de um plano de atividades semanal pelo agente virtual Dominus. O planejamento au-
tomatizado representa um processo que escolhe e organiza módulos de conteúdo para o
estudante, de forma que o mesmo possa atingir um resultado ótimo. Neste problema, o
resultado ótimo é propor um plano de atividades que tenha a menor nı́vel de barras reforço
e que simultaneamente esteja há mais tempo sem reforço pelo estudante. Ou seja, quanto
mais ferômonio tem um módulo, menor é a chance do mesmo ser escalonado para reforço.
Sabe-se que problemas de otimização em grafos são do tipo NP-completos. Isso significa
que não existe um algoritmo de tempo polinomial que realize essa tarefa, à medida que
os nós do grafo (módulos) aumentam. Para resolver este problema, neste trabalho será
utilizado um AG, de tempo polinomial, que gera um plano de atividades automático ten-
tando aproximar-se do ótimo. Esse AG repele as taxas de ferômonio mais altas e os
módulos (nós do grafo) mais recentemente visitados (ρ = δ + δ′ −β, t). Para a otimização,
a função-objetivo fobj = min(ρ, t) tem como meta encontrar os N nós mı́nimos, da meta
do modelo de estudante, e apresentar através de um plano de atividades otimizado. Neste



Figura 2. Interface do sistema Doctrina para dispositivo móvel: à esquerda é
apresentado o esquema para o modelo de estudante, ao centro são apresentados
os conteúdos de um curso de programação, à direita são apresentados o agente
virtual Dominus e o resultado da execução do algoritmo genético multi-objetivo
para a obtenção do plano com atividades gamificadas de reforço.

caso, o indivı́duo é uma representação do espaço de busca do problema a ser resolvido,
ou seja, o individuo tem exatamente o tamanho N da meta semanal do estudante. Dentro
desse cromossomo tem-se dois valores, um que representa a quantidade de ferômonio ρ
(nı́vel das barras de cada módulo) e o tempo que cada módulo foi executado t. Nenhum
cromossomo pode ter valores idênticos, pois deseja-se encontrar N módulos distintos
para ser reforçado. A seleção Fsel é realizada por meio de diferentes funções onde os
indivı́duos são ordenados de acordo com a função objetivo e lhes são atribuı́das probabil-
idades decrescentes de serem escolhidos. A escolha é feita através da heurı́stica provida
pela função objetivo fobj . A reprodução é realizada através da função de crossover Fcro

de dois indivı́duos e da mutação.

4. Resultados
Nesta seção serão apresentados os resultados da execução de configuração do algoritmo
genético para a geração do escalonador do plano de atividades do aluno, que tem tamanho
N . O AG busca uma solução ótima a partir das constantes de feromônio ρ e t que fazem
parte do modelo de domı́nio, que devem consideradas para que o aluno tenha o plano de
atividades ótimo. Inicialmente é apresentado um exemplo onde todos os módulos M de
um determinado curso C para um aluno S matriculado. Na Figura 3, temos um exem-
plo de uma execução do AG, onde os pontos em azul representam os todos os módulos
M = 10 de um cursoC já cumpridos por um estudante. Esse estudante possui um ritmo de
aprendizado semanal de N = 5. Em vermelho temos os pontos relativos a uma execução
intermediária do AG (não-ótima) e em verde temos a execução final do AG (ótima).

Em seguida um experimento foi elaborado para a configuração das constantes
do AG a partir dos dados da Figura 3, dentre elas, tamanho da população Tpop, a taxa de
crossover Tcro e a taxa de mutação Tmut. Cada variação foi executada por 100 vezes e
cada execução tem 10 gerações. O tamanho da população foi variado em 7 valores distin-
tos Tpop = {5,10,20,40,60,80,100}, com Tcro = 60 e Tmut = 5 fixos. A taxa de crossover
foi variada em Tcro = {5,10,20,40,60,80,100}, com Tpop = 20 e Tmut = 5 fixos. A taxa
de mutação foi variada em Tmut = {0,5,10,20,30,40,50}, com Tpop = 20 e Tcro = 60
fixos. Para efeito de visualização, os dados gerados no experimento foram plotados no



Figura 3. Pontos em azul M=(p,t) de um curso C com N=5. Em vermelho tem-se
uma execução intermediária do AG e em verde tem-se a execução final do AG
(ótima).

gráfico da Figura 4. O gráfico representa a porcentagem de execução de respostas cor-
retas (eixo x) e o valor absoluto de valores ótimo encontrados (eixo y). No eixo z temos
os valores referentes à cada variação Tpop (azul), Tcro (vermelho) e Tmut (verde). Através
do gráfico é possı́vel perceber que para as taxas Tpop e Tcro à medida que as mesmas au-
mentam, elas geram uma melhoria para que o AG encontre soluções ótimas. No entanto,
quanto maiores são os tamanhos de população e de taxa de crossover mais lenta torna-se
a execução do AG. Quando a taxa de mutação Tmut é aumentada gradativamente, o valor
de acerto começa a se degradar, tornando a busca mais aleatória, o que pode prejudicar o
AG encontrar as soluções ótimas dentro do espaço de busca.

Por fim, o último experimento apresenta a variação dos métodos de construção

Figura 4. Gráfico do experimento da variação do tamanho da população, da taxa
de crossover e a taxa de mutação.

das principais funções utilizadas neste trabalho. Cada variação foi executada por 100
vezes e cada execução tem 10 gerações, com Tpop = 20, Tcro = 60 e Tmut = 5. O
experimento está apresentado no gráfico da Figura 5, tal que a linha azul representa a
variação da função de seleção Fsel de pais utilizando quatro abordagens: método de ro-
leta, torneio elitista de tamanho 2, torneio elitista de tamanho 3 e a roleta com ranking
linear [Sakawa 2002], que obtiveram, respectivamente, 65, 56, 57, 60. Isso significa que o
método de roleta obteve o melhor resultado dentre as funções de seleção implementadas
neste trabalho. A linha em azul representa a variação da função de crossing over Fcro uti-
lizando duas abordagens: crossover cı́clico e crossover PMX [Starkweather et al. 1991].
A partir da melhor configuração de acerto da Fsel (método de roleta com ranking linear),
foi iniciada a alteração de Fcro. Para este problema, a função de crossover cı́clico apre-



sentou 55 instâncias de soluções ótimas, enquanto que o crossover PMX obteve apenas
65 soluções ótimas. Isso significa que para este problema, o método de crossover mais
adequado é o PMX aplicado juntamente ao método de seleção por roleta.

Figura 5. Gráfico do experimento da variação da função de crossover e a da
função de seleção.

5. Conclusões e trabalhos futuros
Neste trabalho, um sistema tutor inteligente denominado Doctrina foi proposto como
forma de ensino-aprendizagem onde o conteúdo pode ser preferencialmente aprendido
por meio de reforço e atividades gamificadas. Este sistema possui 4 módulos principais:
modelo do estudante, modelo de domı́nio, modelo de sistema tutor e o modelo de inter-
face, similar ao sistema básico apresentado em [Gavidia and Andrade 2003]. O modelo
do estudante contempla as caracterı́sticas do estudante, tais como, a taxa de aprendizagem,
cursos matriculados, e a meta semanal deste estudante. Este módulo é o responsável por
representar o conhecimento e as habilidades cognitivas do aluno em um dado momento.
Neste trabalho, o modelo do aluno é realista, pois implica numa atualização dinâmica à
medida que o sistema avalia o desempenho do aluno (taxa de aprendizagem). O conteúdo
deve ser apresentado em uma sequência hierárquica de conhecimento com requisitos e
pré-requisitos (grafo). Cada nó do grafo representa um módulo de conteúdo e este módulo
possui valores de reforço associados. Esses valores de reforço foram modelados através
do depósito de feromônio, similar à tarefa de forrageamento das formigas. Se o estudante
deixa de praticar as atividades, o grau do reforço de cada módulo é evaporado.

O STI é o responsável por prover ao estudante um plano de atividades que seja
reforçado semanalmente. Este sistema escalona de maneira ótima um plano de atividades
que tem como objetivo escolher os módulos com as menores taxas de feromônio ACO e
que não tenham sido recentemente visitados. Para a execução desta tarefa, um AG que
executa esta tarefa em tempo polinomial baseado em heurı́sticas associadas ao problema
foi utilizado. Assim que o plano de atividades ótimo é escalonado através do AG, um
agente virtual pedagógico Dominus apresenta o plano semanal ao estudante. A partir dos
resultados de refinamento deste AG, foi possı́vel encontrar uma configuração adequada à
solução deste problema. Adicionalmente, um protótipo de um modelo de interface para
dispositivos móveis foi apresentado. Através dessa interface é possı́vel estabelecer um
meio de comunicação, como um ambiente de solução de problemas que dá suporte ao
aluno nas tarefas disponı́veis. Além disso, um protótipo de um módulo de sistema colab-
orativo, através de um fórum de discussão, foi apresentado como um recurso para auxiliar
o estudante durante o desenvolvimento das atividades.



A grande vantagem de se usar o modelo Doctrina proposto, no contexto de ensino-
aprendizagem, encontra-se no fato que o modelo é flexı́vel à entrada de parâmetros e o
mesmo pode agregar facilmente outros parâmetros inseridos no sistema. Entretanto, não
podemos garantir que apenas os comportamentos inseridos por si só já comprovam com
exatidão uma melhoria da taxa de aprendizagem do estudante. Mas, elas iniciam uma
análise que pode ser aprofundada em um trabalho de pesquisa posterior.
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