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ABSTRACT
The mapping of the use of the land in a certain region allows the
identification of the available resources in it. In that way, the area
of remote sensoring searches for ways of processing large amounts
of data with reliability in its results. This paper compares the auto-
mated process of image, along with a spacial filter, with the image
edited manually. The overall accuracy for each categorized image
resulted in 71,3% for simple category, 72,6% for filtered category
and 94,5% for manually edited category.
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1 INTRODUÇÃO
Sensoriamento remoto é a prática de utilização de ferramentas para
a coleta de dados, bem como o uso de satélites para a coleta de
informações sobre o uso e cobertura da terra, sem ter contato direto
com a área em estudo [1]. Desta forma, acontece a identificação
de diferentes usos da terra, por exemplo, corpos de água, floresta e
agricultura.

O sensoriamento remoto pode ser utilizado no processamento de
imagens abrangendo áreas que podem ter dimensões locais como
uma propriedade ou até alcançado grandes áreas de caráter nacional
e/ou mundial. A prática de processamento de imagens de satélite
vem crescendo com o passar do tempo. Entretanto, no início do
sensoriamento remoto, os dados produzidos a partir de imagens de
satélites, eram processados manualmente com o uso de ferramentas
Geographic Information System (GIS).

Por definição, um sistema GIS é um sistema para captura, arma-
zenamento e análise de dados geograficamente referenciados [2].
O sistema GIS se mostrou muito útil e com o aumento de interesse

sobre sua capacidade de processamento, este tipo de sistema se tor-
nou mais acessível por ser possível realizar mais funcionalidades,
sem ter muita experiência com o uso da ferramenta [2].

Com a evolução do sistema GIS, a criação de mapas temáticos
passou a ser mais fácil, entretanto ainda de forma manual. Como o
mapeamento manual é trabalhoso, formas automatizadas de mapea-
mento estão sendo desenvolvidas e aprimoradas, desta forma sendo
possível gerar mapas de determinada região com mais frequência
ou mapas de áreas maiores.

Mapas temáticos são mapas que mapeiam determinados atribu-
tos de uma área [3], como o tipo de sua cobertura. Como este é
um trabalho em andamento, o objetivo deste estudo é realizar a
comparação da classificação de imagens com o algoritmo Random
Forest com e sem a utilização do Filtro Majoritário.

Esta comparação será realizada com o intuito de identificar pos-
síveis melhorias no processamento automatizado de imagens, para
substituir ou ao menos diminuir a necessidade do uso de técnicas
de classificação por interpretação visual.

2 SOLUÇÃO PROPOSTA
Os mapas temáticos, são gerados utilizando imagens do satélite
Landsat 8 da NASA coleção 1 Level 2 (Surface reflectance). No pré-
processamento das imagens, aplica-se o algoritmo de correção to-
pográfica Sun-Canopy-Sensor + C (SCS + C) proposto por [4].

Após a correção topográfica, a imagem é classificada pelo clas-
sificador Random Forest (RF) disponibilizado pela API Scikit-learn.
O RF é um classificador ensemble learn que se baseia em classifica-
dores estruturados em formato de árvore [5], sendo um exemplo
o classificador de árvore de decisão Decision Tree. A quantidade
de árvores utilizadas na classificação foi de 500. Segundo [6], 500
árvores podem ser consideradas um número de árvores adequado
para o classificador RF. Para o treinamento do classificador, foram
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utilizadas amostras baseando-se em imagens de alta resolução e
informações de campo.

Na classificação da imagem foi aplicado o filtro majoritário. O
filtro majoritário é um filtro espacial que leva em consideração o
valor dos vizinhos de determinado pixel, sendo que para cada pixel
é atribuído determinado valor. Este valor foi retirado a partir da
moda do valor do pixel e de seus vizinhos. Após a execução do filtro
majoritário, uma edição manual dos erros grosseiros foi realizada
sobre a classificação filtrada.

3 VALIDAÇÃO DA IMAGEM
Com a imagem devidamente processada, aplica-se a metodologia de
testes definida por [7]. Inicialmente são sorteados aleatoriamente
os pontos de teste conforme a representatividade de cada classe do
uso da terra no mapa. Em seguida, um avaliador confere a verdade
terreno de cada ponto de teste sorteado com uma imagem de me-
lhor qualidade. Caso o ponto esteja incorreto, o avaliador define a
verdade terreno do ponto que posteriormente é utilizado no cálculo
da acurácia.

Figura 1: Classificação filtrada com o filtro majoritário

Figura 2: Classificação sem a utilização de filtro

Após todos os pontos de testes serem reavaliados gera-se uma
matriz de confusão para posterior cálculos da acurácia global, do
usuário e do produtor. Além da análise dos dados estatísticos reti-
rados da matriz de confusão e dos cálculos de acurácias, também
é feita uma avaliação visual no intuito de validar os resultados
estatísticos visualmente.

4 COMPARAÇÃO DAS IMAGENS
A comparação foi realizada através dos critérios de avaliação apre-
sentados em três diferentes classificações. A primeira foi a imagem
apenas com a classificação utilizando o Random Forest com 500
árvores de decisão, a segunda com a aplicação do filtro majoritário
sobre a classificação do RF e a terceira imagem é a classificação
editada a partir de um sistema GIS.

5 RESULTADOS E DISCUSSÕES
Após a classificação, obteve-se como mapeamento da folha a com-
preensão das seguintes classes: “Agricultura”, sendo que a mesma
compreende tanto agricultura perene, quanto atividades agrícolas
intermitentes; “Floresta”, formações florestais em estágio médio e
avançado de regeneração e estágio primário; “Pastagem”, compre-
ende as pastagens destinadas a atividade pecuária, tanto quanto
cobertura de terra por gramíneas; “Reflorestamento”, áreas de flores-
tas plantadas e/ou plantio comerciais; “Áreas Construídas”, qualquer
construção independente de sua inclusão no perímetro urbano ou
rural; e “Corpos de água”, qualquer acúmulo de água continental.

Vale ressaltar que áreas como estradas e rodovias não são mapea-
das, pois dada a resolução do pixel das imagens utilizadas, torna-se
inviável o mapeamento de estradas. Isso porque normalmente elas
possuem menos do que 30 metros de largura, sendo que 30 metros
é a área de detecção de cada pixel das imagens usadas neste es-
tudo. Com relação as áreas área urbanas, optou-se por mascara-las
logo após a classificação, pois dado sua amplitude espectral, terá
inúmeros erros de comissão nas outras classes.

Foram analisadas três formas diferentes de processamento de
imagem: a primeira apenas a classificação do Random Forest, na
segunda forma a classificação junto com a aplicação do filtro majo-
ritário e a última uma edição manual da classificação. Os resultados
de acurácia para as três formas diferentes de pós-processamento
são apresentados na Figura 3 (acurácia global e acurácia de usuário).

Com base nas acurácias apresentadas pode-se observar que a
aplicação do filtro majoritário, que tem como principal intuito de
diminuir o efeito salt and pepper da classificação, contribuiu para
o aumento da acurácia do mapa. Este efeito pode ser melhor ob-
servado quando comparado duas classificações: uma com o filtro e
outra sem o filtro, exemplo Figura 2 e Figura 1.

Com base na tabela de acurácias apresentada é possível obser-
var que para esta imagem classificada há a necessidade de edição
manual do resultado da classificação. Entretanto, o processo de
edição é lento, trabalhoso e oneroso, logo a quantidade de ener-
gia posta nesta atividade nem sempre pode ser recompensada. Na
classificação que recebeu a edição manual houve um aumento de
aproximadamente 23% na acurácia global em relação à classificação
sem essa edição.

6 CONSIDERAÇÕES FINAIS
O artigo apresentou um estudo sobre a comparação da classificação
de imagens com o algoritmo Random Forest com e sem a utilização
do Filtro Majoritário. Pode-se observar que o uso do filtro melhorou
a representação visual da imagem, além da acurácia. Contudo, a
acurácia ainda pode ser melhorada por meio de outras técnicas.

Uma possível alternativa para a melhora da acurácia da classifi-
cação seria uma melhor seleção nos pontos de treino. Baseando-se
nas acurácias de usuário obtidas, segundo [8] a acurácia de usuário
e/ou erro de comissão (1 – acurácia de usuário) pode ser melhorado
a partir de uma amostragem de treino proporcional ao tamanho de
cada classe.

Outra alteração seria a utilização de um filtro espacial que elimina
grupos de pixels, pois como pode ser percebido na Figura 1, ainda
existem pequenos ruídos que por serem formados de mais de um
pixel, o filtro majoritário não os eliminou por completo.
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Figura 3: Acurácias de usuário e acurácia global.

Dessa forma, como trabalhos futuros, pretende-se melhorar a
acurácia da classificação das imagens de forma automática por meio
do uso de outras técnicas atreladas ao Random Forest.
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